
Bolet́ın de la Asociación Matemática Venezolana Vol. V, No. 1 (1998) 9

Orden de un Modelo Estad́ıstico:
Estimación y Tests

D. Dacunha-Castelle ∗

El estudio del orden de un modelo estad́ıstico es un problema práctico que
aparece en todo tipo de aplicaciones: estad́ıstica clásica, series cronológicas,
mezclas de poblaciones, cadenas de Markov escondidas.

En realidad, todos los modelos estad́ısticos construidos con un número finito
de parámetros tienen que ver con el problema del orden que es, grosso modo, el
del número de parámetros que hay que introducir en el modelo. Frecuentemente
estos parámetros tienen un sentido práctico y son interpretables en el dominio
considerado. Si una población es heterogénea (por ejemplo en genética) el pro-
blema puede ser saber cuántas poblaciones homogéneas la componen y, para
cada población homogénea, saber cuál es su papel en la mezcla.

En este caso, los parámetros del modelo tienen un sentido biológico claro.
Pero esto no es siempre aśı en econometŕıa. La mayor parte del tiempo los
parámetros no tienen otro sentido que el de medir correlaciones parciales entre
variables dentro de un cuadro temporal. El modelo se construye tanto para pre-
decir el futuro como para analizar el pasado. Esta banalidad no es únicamente
matemática: si uno quiere tener un modelo que haga buenas predicciones, uno
no puede ir simultáneamente muy lejos en la descripción del pasado utilizando
un gran número de parámetros. Su estimación imprecisa implicaŕıa entonces
malas cualidades predictivas para el modelo. Hace falta, entonces, un principio
heuŕıstico de parsimonia, buscar un equilibrio entre la calidad en términos des-
criptivos y explicativos del ajuste y la calidad de la precisión obtenida con la
ayuda del modelo.

Para hablar de equilibrio es necesario ponderar el interés que tenemos en
cada una de las cualidades. De hecho, este punto de vista es raramente el adop-
tado por los estad́ısticos porque no es fácil, ni en la práctica ni en la teoŕıa,
de implementar... Es preferible pensar que en todos los casos existe un modelo
verdadero que depende de un cierto número de parámetros. El objetivo es en-
tonces obtener este modelo verdadero. Evidentemente, no hay respuesta exacta
a menos que el tamaño de la muestra sea infinito de modo que podamos aplicar,
de manera adecuada, la ley de los grandes números. Caemos entonces en los
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problemas de velocidad de la estimación y de tests que no han tenido hasta
ahora sino soluciones parciales, sobre todo en el aspecto práctico. Además,
parece razonable pensar que puntos de vista más amplios, más centrados sobre
la noción de complejidad en el cuadro de la estad́ıstica no-paramétrica, permi-
tirán aportar un esclarecimiento radicalmente diferente a la cuestión del orden
de un modelo, si éste no está construido con ayuda de un número finito de
parámetros impuestos, en genética de poblaciones, por las restricciones de la
bioloǵıa.

1 Modelos paramétricos

Sea (Pn
α )α∈A una familia de probabilidades sobre un mismo espacio (Ω, A),

n ∈ N. Para cada n, Pn
α define un modelo y para α fijo la familia (Pn

α )n∈N

es coherente. El ı́ndice n será omitido a menos que sea necesario. Llamemos
A = Up∈P Ap donde P es un conjunto finito o infinito con un orden parcial. Por
convención Ap ⊂ Rk(p). El orden del modelo es entonces p. En todos los casos
prácticos, el orden parcial es muy simple: q > p equivale a Rk(q) sub-espacio de
Rk(p): “ todo modelo de orden q < p es un modelo de orden p ”.

Por razones prácticas el cero juega un rol particular.
Si denotamos por 0k(p)−k(q) el cero de Rk(p) − Rk(q) entonces si q < p,

supondremos que existe una inyección Aq → Ap definida por θα → θ̃α y tal que
(θα, 0k(p)−k(q)) = θ̃α para todo θα ∈ Aq .

Identificabilidad : Un modelo es identificable si α 6= α′ ⇒ Pα 6= Pα′ . En
realidad esta noción puede ser restrictiva y mal adaptada. Diremos que un
modelo es identificable en 0 si α 6= α′ implica Pα 6= Pα′, donde α designa la
clase de equivalencia de α definida por:

θα ∼ θα′ si existe θβ 6= 0 (en Rk(q)) tal que θα = θβ (en Rk(p), p ≥ q)
y θα = θβ (en Rk(p′), p′ ≥ q)
Módulo esta relación de equivalencia, la inyección Aq → Ap es una identidad

para las probabilidades asociadas.

1.1 Ejemplos

1.1.1 Familias exponenciales de densidad fα respecto a una medida
D y observaciones independientes.

fα(x) = Z−1(α) exp{−
p∑

j=1

αjTj(x)}

El orden del modelo es p y θ = (α1, ...., αp) , α = (p, θ). El orden parcial
es simplemente el orden de los subconjuntos finitos de A = (α1, ...., αp, ...) , A



Bolet́ın Vol. V, No. 1, Año 1998 11

puede estar acotado o no. Z es la función de partición y T1, ..., Tp la familia de
observables.

1.1.2 Regresión.

Familia de relaciones lineales. Una observación tomada de una sucesión inde-
pendiente de pares de variables:

Yij =
p∑

i=1

αiXi + εij

(εij) un ruido blanco. El orden es p, número de factores aleatorios (o even-
tualmente controlados), θ = (α1, ...., αp). El orden es el de los subconjuntos de
A = (α1, ...., αp, ...).

En esta dirección podŕıamos citar los modelos de Cox.

1.1.3 Mezclas de población.

Sea (Gλ) una familia de leyes de probabilidad λ ∈ Λ ⊂ Rl. La observación es
una sucesión de variables independientes de ley

Qα(dx) = a1Gλ1(dx) + ... + apGλp(dx)

a1 + ... + ap = 1 , 0 < al ≤ 1 con al < 1 si p > 1, p es el orden de mezcla,
θ = (a1, ..., ap, λ1, ..., λp), α = (θ, p).

Otra manera de escribir los parámetros es interesante: α se considera como

medida puntual sobre Λ: α =
p∑

j=1
ajδλj .

Las medidas puntuales operan sobre la familia (Gλ) por α(G) =
p∑

j=1
ajGλj

El modelo es esencialmente no-identificable pero hay diversos tipos de no-
identificabilidad.

Para comenzar las hay de tipo patológico, que pueden ser consideradas como
bastante triviales. Por ejemplo, si (Gλ) es la familia de leyes de Bernoulli: b(λ),

entonces µ(G) es una ley de Bernoulli: b(
p∑

j=1
ajλj) y aśı distintas mezclas dan

la misma ley.
El modelo es intŕınsecamente no-identificable si la aplicación µ → µ(G) no

es inyectiva. El estudio de este tipo de no-identificabilidad intŕınseca se hace en
[10] y [11]. Otra forma trivial de no-identificabilidad se debe a que la medida
de mezcla es invariante por permutación de los parámetros. Pero el modelo de
mezcla clásico no es identificable de manera no trivial. La medida 1δλ0 + 0δλ1

es igual para todos los (λ1, M) a Mδλ0 + (1 − M)δλ0 y entonces (M, λ0, λ0)
equivale a (0, λ0, λ1).
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Un ejemplo cercano al de mezclas de población es el de las Cadenas de
Markov Escondidas que presentan problemas de no-identificabilidad similares,
pero más dif́ıciles de tratar que los de mezclas de poblaciones.

1.1.4 Procesos ARMA Gaussianos

La observación (γn) se obtiene por una ecuación de recurrencia

γn − a1γn−1 − . . . − apγn−p = εn − b1εn−1 − . . . − bqεn−q

donde (εn) es una sucesión de variables gaussianas independientes, (a1, ..., ap),
(b1, b2, ...., bq) son parámetros reales tales que los polinomios

P (z) =
p∑

j=1

ajz
j y Q(z) =

q∑

k=1

bkzk

tienen sus ráıces fuera del ćırculo unitario. El orden del modelo es (p, q) ∈ N2,
N 2 esta dotado del orden parcial (p, q) ≤ (p′, q′) ⇔ p ≤ p′ y q ≤ q′ ;

θ = (a1, . . . , ap, b1, . . . , bq , σ
2) donde σ2 = Eε2.

Como en el caso de las mezclas, existe un parámetro más intŕınseco, la
densidad espectral f (que juega entonces el papel que jugaba la medida de

mezcla) donde f(λ) = σ2
∣∣∣Q(e−iλ)
P (e−iλ)

∣∣∣
2
.

El modelo no es identificable con los parámetros naturales P, Q, σ2 porque
si R es un polinomio cualquiera (PR, QR, σ2) dan la misma densidad espec-
tral y en consecuencia la misma probabilidad que (P,Q, σ2). De hecho, la no-
identificabilidad se debe en buena parte al carácter gaussiano de ε; volveremos
a esto luego.

En lo que sigue, vamos a interesarnos esencialmente en el caso de modelos no
trivialmente no-identificables. Consideraremos sobre todo el caso de mezclas de
poblaciones y de procesos ARMA gaussianos, pero muchas ideas pueden exten-
derse a otros modelos que presentan una no-identificabilidad esencial. Vamos
a estudiar sucesivamente tres situaciones: la estimación del orden por métodos
principalmente algebraicos, los tests sobre el orden, test de verosimilitud y, fi-
nalmente, la estimación simultánea del orden y los parámetros por métodos de
verosimilitud o de verosimilitud aproximada.
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2 Estimación del orden de una mezcla de pobla-
ciones y de una cadena de Markov escondida
por métodos de momentos [1]

Comenzamos con una familia de leyes (Gγ)γ ∈ Γ sobre Rp donde Γ ⊂ Rk, Gγ1 6=
Gγ2 para γ1 6= γ2.

Una mezcla será una probabilidad Q : Q =
r∑

i=1
πiGγi , donde r es el orden

de la mezcla y µ =
r∑

i=1
πiδγi es una probabilidad sobre Γ llamada medida de

mezcla.
El problema es estimar r sin preocuparnos por el momento de estimar los

parámetros (π1, ..., πr) y (γ1, ...., γr).
La idea utilizada aqúı es la siguiente : los momentos de una medida cuyo

soporte tiene exactamente r puntos tienen propiedades algebraicas particulares.
Nos interesa inicialmente el caso en el cual Γ ⊂ R; sea Φp = (γd)1≤d≤2p y

µ(Φp) =
∫
Λ Φp(γ)dµ(γ) para toda medida µ sobre Γ; sea cp = (c1, ..., c2p) ∈ R2p

y H(cp, p) la matriz de Hankel de orden p asociada a cp , es decir la matriz
(p + 1) × (p + 1) definida por H(cp, p)ij = cp

i+j−2, 1 ≤ i, j ≤ p + 1 con c1
0 = 1.

Si µ tiene momentos de orden 2p finitos entonces la matriz de Hankel de µ es
H(µ(Φp), p) (ver [26 ], [27 ]).

Sea Kp =
{
c, c ∈ R2p tal que existe una medida positiva µ con c = µ(Φp)

}
.

Pongamos L(c, p) = det H(c, p) para c ∈ R2p

Tenemos entonces

Proposición 1 : L(c, p) = 0 si y solamente si toda medida positiva tal que
µ(Φp) = c es discreta y tiene soporte con a lo sumo p puntos.
La demostración es inmediata (ver[27 ]).
Por lo tanto el orden r puede ser caracterizado por r = inf(p, L(cp, p) = 0)
Sean ahora las observaciones X1, ..., Xn de igual distribución marginal Q.

Supongamos que a partir de estas observaciones sabemos estimar cp = µ(Φp)
por ĉn

p; L(ĉn
p, p) no se anulará aun si µ es de orden p a causa de la fluctuación

estad́ıstica . Estamos en una situación clásica en estad́ıstica.
Llamaremos función de penalización a una función A : N → R+ tal que

A(p, n) sea estrictamente creciente en p (para todo n) y tienda a cero cuando n
tiende a infinito (para todo p). Lo usual es tomar A(p, n) = A(p)l(n). Ponemos
entonces Jn(p) = |L(Cp

n, p̂| + A(p)l(n) y r̂n = arg minp∈N Jn(p)
Tenemos entonces el siguiente teorema

Teorema 1 [1]
Supongamos que ∀ p ∈ N, ĉp

n → cp y 1
l(n) [L(ĉp

n, p) − L(cp, p)] → 0 c.s.
entonces r̂n → r c.s.
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(El mismo resultado vale reemplazando c.s. por convergencia en probabili-
dad).

No en todos los problemas de penalización que estudiaremos (y esto tiene
un sentido muy general) sabemos definir una función optimal l(n). Argumentos
de tipo Bayesiano o de complejidad llevan con frecuencia a escoger A(p)l(n) =
p log n√

n
. Pero estos argumentos no son aún realmente convincentes y el recurso de

la experimentación numérica es necesario a falta de un criterio de riesgo general
que pueda ser aplicado a la estimación de r̂n para medir su calidad. El resultado
siguiente precisa el error en r.

Supongamos que ĉn
p sea dado por una ley de grandes números del tipo

ĉn
p = fp(

1
n

n∑

i=1

Φp(Xi))

Tenemos entonces el siguiente teorema

Teorema 2 [1]

Supongamos que para todo p ≤ r la función a → L(fp(a), p) es lipschitziana
y que

∫
exp{< t,Φp(x) >}dQ(x) está definida en una vecindad de cero. Si

además
√

nl(n) → ∞, existe d > 0 y n0 ∈ N tal que para n ≥ n0,

P (r̂n 6= r) ≤ exp(−dnl2(n)).

Este teorema exige en el caso estudiado aqúı que Q tenga soporte acotado,
pero veremos una extensión importante más adelante.

Demos ahora una aplicación importante por su generalidad. Supongamos
que dGj(x) = dG(x − γj), donde G es una probabilidad conocida sobre R.

Podemos entonces poner Xn = Yn + Mn donde (Yn) y (Mn) son sucesiones
de variables independientes entre ellas, y donde las (Yn) son variables indepen-
dientes de ley G y las (Mn) variables no necesariamente independientes de ley
µ.

Tenemos Q(xk) =
k∑

l=0

k!
l!(k−l)!G(xl)µ(xk−l)

Como G(xl) es conocida, obtenemos aśı un sistema triangular que permite
estimar µ(xk) a partir de la estimación de Q(xk), por ejemplo por un estimador
emṕırico

Q̂n(xk) = 1
n

n∑
i=1

Xk
i si la ley de grandes números vale.

Hipótesis sobre el muestreo: suponemos que observamos Xn = Yn + Mn,
donde Mn es un proceso ergódico que toma un número finito de valores, Yn

es una sucesión de variables aleatorias independientes, de ley conocida. (Yn) y
(Mn) son sucesiones independientes.
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Proposición 2 [1]: Bajo estas condiciones de muestreo si G(xp) < ∞ para
todo p, el teorema 1 vale si

√
n(log log n)−1l(n) → ∞ para la convergencia c.s.

y
√

n l(n) → ∞ para la convergencia en probabilidad.
La proposición siguiente permite extender el resultado de R a Rs.

Proposición 3 [1]: Sea µ una probabilidad discreta sobre Rs que tiene r
puntos en su soporte. Para todo v ∈ Rs, ‖v‖ = 1 llamemos vµ a la ley de
〈v, γ〉 , γ ∈ Rs de ley µ. Entonces vµ es discreta con exactamente r puntos de
soporte, salvo para a lo sumo r(r−1)

r valores de v (para los cuales el soporte
tiene menos de r puntos).

Tenemos E[〈v, γ〉k] =
∑

k1+...+ks=k

k!
k1!...ks!Π

s
i=1v

ki
i EΠs

i=1(γ
ki) y la proposición

2 lleva el caso Rs al caso R. Podemos entonces extender este resultado a los
casos siguientes:

1- G depende de una varianza desconocida σ0, entonces Q(dx) =
r∑

i=1
πidG(x−γi

σ0
)

2- El modelo tiene ruido Zn = Xn + σ0Un, entonces Zn = Mn + Yn + σ0Un.

Tendremos un modelo de mezcla si (Mn) es una sucesión de variables inde-
pendientes y un modelo más general si Mn es un proceso ergódico con marginal
discreta.

Para realizar esta extensión, necesitamos una hipótesis bien sobre G, bien
sobre el ruido.

Definición : Llamaremos L a la clase de leyes de probabilidad G tales que si
U es una variable de ley G, para todo c ∈ ]0,1[ existen dos variables indepen-
dientes U y Vc , U de ley G con U = cU + Vc.

Esta clase ha sido caracterizada como la clase de leyes infinitamente divisi-
bles de densidad de Levy f , tal que xf(x) es decreciente en R+ y R− y la parte
gaussiana es arbitraria.

Observamos que los ruidos con valores discretos están excluidos.
Si aplicamos la relación precedente para estimar µ(γk) a partir de Q̂n(xl),

obtenemos evidentemente µ(γk) que dependen de σ desconocido a partir de

(∗) Q(xk) =
k∑

l=0

k!θ−l

l!(k−l)!G(xl)µ(θk−l, σ)

Observamos que H(σ, p) es la matriz de Hankel construida con los pseudo-
momentos µ(θi, σ).

Teorema 3 [1]

Si G (o U ) pertenece a L entonces ∀σ < σ0, ∀p < r, det H(σ, p) > 0 para
σ = σ0, det H(σ, p) > 0 si y solamente si p > r.

Pongamos entonces

Kn(p, σ) =
∣∣∣det Ĥn(σ, p)

∣∣∣ + A(p)l1(n) + σl2(n)
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donde l1(n) y l2(n) son funciones positivas que tienden a cero en el infinito y
Ĥn(σ, p) es la matriz de Hankel construida a partir de soluciones de (∗) cuando
reemplazamos Q(xk) por Q̂n(xk).

Definimos entonces r̂n y σ̂n por:
Kn(r̂n, σ̂n) = min {K(p, σ), p ∈ N, σ ∈ S} (S acotado)
Proposición 4 [1]: El teorema 1 es válido bajo estas condiciones para r̂n.

Además σ̂n converge a σ0 bajo las mismas condiciones que las impuestas en el
teorema 1.

Este tipo de razonamiento puede extenderse en muchas direcciones.
1- Podemos reemplazar las matrices de Hankel por las matrices de Toeplitz, con
exponenciales en lugar de potencias. En este caso los momentos están acotados
y uno puede siempre obtener las desigualdades exponenciales indicadas en el
teorema 2.
2- Podemos utilizar otros criterios distintos de los criterios de Hankel y Toeplitz
[24].
3- Podemos generalizar estos resultados a mezclas sobre la varianza, la cova-
rianza o el parámetro de una familia exponencial en el sentido estad́ıstico del
término [1].
4- Podemos desarrollar ideas similares a propósito del problema, fundamental
en teoŕıa de señal de la separación de fuentes, cuando la señal es de tipo discreto
[28] [29].
5- Existen métodos bastante similares para identificar el orden de los procesos
ARMA, en ese caso las matrices tipo Hankel utilizan las autocorrelaciones y las
autocorrelaciones parciales ([14],[25]).

3 Test para el orden de un modelo

Después de haber determinado de manera algo imprecisa el orden de un modelo,
podemos pasar a una etapa más fina que consiste en hacer un test del orden.
Para esto, buscamos utilizar un proceso que en los casos identificables usuales
es asintóticamente optimal en sentidos diversos, que son los de los tests del
cociente de verosimilitudes. Pero la no-identificabilidad hace que las cosas sean
bastantes complejas.

Examinemos el caso simple de una mezcla de a lo sumo 2 poblaciones. Que-
remos probar que la muestra representa una población contra la hipótesis de que
la muestra está formada por 2 poblaciones. Sea f0 la densidad bajo la hipótesis
nula y πfγ1 + (1 − π)fγ2 bajo la hipótesis alternativa 0 < π < 1, γ1 6= γ2,
γ1, γ2 ∈ Γ, Γ compacto.

Podemos suponer que γ2 < γ1 por ejemplo, y estudiar la singularidad en 0,
que hace que la información de Fisher sea degenerada separando dos casos, de
manera de tener una heuŕıstica (ver sobre este tópico [2]).
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a) El caso π → 0, γ2 → 0, γ1 fijo para el desarrollo del logaritmo de la
verosimilitud.

Pongamos fγ = fγ−f0
f0

y
•
f0=

f ′
0

f0
,

••
f 0=

f”
0

f0

donde f ′ es la derivada respecto a γ; tenemos como logaritmo del cociente
de verosimilitud para una observación (X1, ..., Xn)

Tn =
n∑

i=1
log(1 + πfγ1

(Xi) + (1 − π)fγ2
(Xi))

de donde un desarrollo del tipo
n∑

i=1
(πfγ1

(Xi) + (1 − π)γ2
•
f0 (Xi)) al 1er orden. Si aplicamos sin cuidado

la teoŕıa clásica de la verosimilitud, utilizaŕıamos el desarrollo del log al 2do
orden, el modelo será regular en (π1, γ2) y con γ fijo, como π > 0, el máximo
de verosimilitud será de tipo G2

γ1
1(Gγ1>0) donde Gγ es un proceso gaussiano

centrado de covarianza regular. Pero este tipo de resultado es inexacto si no
tenemos mayor precaución. El estad́ıstico sup

γ1

G2
γ1

1 (Gγ1>0) no toma en cuenta

el hecho de que γ1 puede variar con n (se trata de hacer un test que tome en
cuenta todos los valores de γ1 en cada etapa). γ1 no es entonces un parámetro
de ruido. Y si desarrollamos los cálculos veremos que si γ1 tiende a cero muy
rápidamente, entonces no es posible detener el desarrollo en el 2do orden y es
necesario un análisis más fino.

b) En el 2do caso, donde π está fijo, γ1 y γ2 tienden a cero. Como tenemos
2 parámetros podemos tomar como desarrollo al 1er orden

(πγ1 + (1 − π)γ2)
•
f0 + 1

2 (πγ2
1 + (1 − π)γ2

2)
••
f 0 considerando como nuevo

parámetro πγ1 + (1 − π)γ2 y 1
2(πγ2

1 + (1 − π)γ2
2) y el modelo es regular para π

fijo.
Pero aun aqúı es necesario ser cuidadoso porque es indispensable derivar al

2do orden para aplicar la teoŕıa clásica y el hecho de que la nueva parametrización
no sea diferenciable presenta problemas. Este tipo de análisis que encontramos
en los otros casos simples de modelos no-identificables nos ha llevado a pro-
poner otro enfoque, mucho más unificador de este tipo de problema. Es el
fundamentado sobre los modelos localmente cónicos.

4 Modelos localmente cónicos [3]

Sea (X1, ..., Xn) una muestra de ley P
(n)
0 , P

(n)
0 ∈ Pn, conjunto dominado por

una medida positiva D(n).

Las condiciones siguientes definen un modelo estad́ıstico localmente cónico.
1- Suponemos que Pn se parametriza a través de dos parámetros θ y β, (θ, β) ∈
[O, M ] × B de modo que Pn =

{
P

(n)
θ,β , (θ, β) ∈ T

}
, [O, M ] × B con la topoloǵıa
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producto y T con clausura T compacta.
2- Para θ = 0, el modelo puede ser no-identificable en β, pero lo es en θ para
θ = 0, es decir en particular que P

(n)
θ,β = P

(n)
0 ⇔ θ = 0

Para cada c > 0, definimos Bc =
{
β ∈ B,∃θ ≤ c, (θ, β) ∈ T

}
y ponemos

θβ = sup
{
t, [0, t] × {β} ⊂ T

}
.

Suponemos además que:
∀β ∈ B, o bien θβ > 0 o [0, c] × β ∩ T es vaćıo para un c > 0.

En todas las aplicaciones, trabajaremos con B̃ = ∩
c>0

Bc y podremos suponer

B̃ = B sin restringir la generalidad del modelo. β podemos pensarla como una
dirección en la cual nos acercamos a 0, cuando θ → 0.

Ahora daremos ejemplos de aplicación de la noción de modelo localmente
cónico y de tests de verosimilitud que podemos aplicarles.

En lo que sigue T0 y T1 serán sub-conjuntos de T .
Contrastaremos (θ, β) ∈ T0 contra (θ, β) ∈ T1. Pondremos para i = 0 ó 1,

Tn(i) = sup
(θ,β)∈Ti

Ln(θ, β)

donde Ln es el logaritmo de la verosimilitud cuando el modelo tiene como den-
sidad g

(n)
θ,β y el estad́ıstico de test será Tn(i)−Tn(0), la hipótesis H0 : (θ, β) ∈ T0

será rechazada al nivel α cuando Tn(i) − Tn(0) > Cα.

Ejemplos de modelos paramétricos identificables

Consideremos una muestra de v.a.i. X1, . . . ,Xn de ley con densidad g0 =
gγ0 . El modelo regular (en sentido local) es decir t → gγ0+tu es de clase C2 para
t > 0, g0 c.s. en todas las direcciones u tales que u ∈ U(γ0) = {u ∈ Rp, T (γ, u)
contiene un intervalo [0, uγ], uγ 6= 0} con T (γ, u) = {t ∈ R, γ + tu ∈ T }

Suponemos además que existen funciones h, l1, l2 tales que para todo γ =
γ0 + tu, h ∈ U (γ0) tenemos:

|log gγ| ≤ h,

∣∣∣∣
1
gγ

∂igγ0 + tu

∂ti

∣∣∣∣ ≤ li, i = 1, 2

con h ∈ L1(g0ν), l1 ∈ L2(g0υ), l2 ∈ L1(g0υ)
La parametrización es entonces γ = γ0 + θβ

donde θ =
√

(γ − γ0)T I(γ0)(γ − γ0), β = γ−γ0

θ y I(γ0) es la matriz de infor-
mación de Fischer: D es el espacio de gradientes,

D =D =
{

d = 1
g0

p∑
i=1

bidi, donde di =
(

∂gθ,βi

∂θ

)
θ=0

y
p∑

i=1
biβi ∈ B

}

βi...βp son p direcciones linealmente independientes.
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Teorema 5: Bajo las condiciones precedentes sup Ln
γ∈Γ

(γ) − Ln(0) converge

en ley a
1
2

sup
u∈I(γ0)

1
2 B

(〈u, V 〉)2 1〈u,V 〉≥0

donde V es un vector gaussiano estándar de dimensión p.

Este teorema permite generalizar el resultado clásico sobre χ2. La ley ĺımite
es χ2(p) si γ0 está en el interior de Γ y si B y I(γ0)

1
2 B contienen todas las

direcciones.
En los otros casos, en particular si γ0 es un punto frontera de Γ, la ley ĺımite

se escribe utilizando la proyección P = P
I(γ0)

1
2 B

como 1
2

(〈
V, PV

〉)2
1〈V,PV 〉≥0.

Este resultado puede extenderse al caso donde existen parámetros fantasmas.

Ejemplos de modelos de perturbación [2]

Tenemos un ejemplo muy simple de modelo no-identificable. El conjunto de
densidades que corresponden a T está dado por:

G = {gπ,γ = (1 − π)fγ0 + πfγ}
g0 = fγ0 es conocido y γ0 está en el interior de Γ, conjunto compacto de

Rp, γ ∈ Γ
Sea H = L2(g0θ) y definamos (θ, β) por

θ =
∥∥∥∥

gπ,γ − g0

g0

∥∥∥∥
H

= π

∥∥∥∥
fγ − fγ0

fγ0

∥∥∥∥
H

y β = γ.

Sea fβ = fβ−f0
f0

. Tenemos entonces

gθ,β = g0

(
1 + θ

fβ∥∥fβ

∥∥
H

)

Obtenemos un modelo lineal en θ con β fijo. Podemos aplicar la teoŕıa
ordinaria de máximo de verosimilitud si fγ es C1 en el interior de Γ y si

∀γ ∈ Γ,

∣∣∣∣
1
fγ

∂fγ

∂fi

∣∣∣∣ ≤ l, i = 1, ..., p

con l ∈ H.

Ponemos D =
{

fβ

‖fβ‖H
, β ∈ Γ

}
.

Teorema 6 [2]
Si D es una clase de Donsker [22] y si el proceso canónico gaussiano (ξd)

sobre D tiene trayectorias continuas, entonces la ley ĺımite del cociente del
logaritmo del cociente de verosimilitudes es la ley de sup

d∈D
ξ2
d1ξd>0.
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Recordemos que el proceso canónico ξd es el proceso gaussiano centrado,
normalizado tal que E (ξd1 , ξd2) = 〈d1, d2〉H .

Este tipo de resultados se extiende a modelos no-paramétricos de pertur-
bación del tipo: contrastar H0 : {g0} contra H1 : {gθ,β = g0 + θβ} o H ′

1 :
{(1 − ε)g0 + εg1} cuando β está en un conjunto funcional que tiene las propiedades
de Donsker adecuadas, por ejemplo

B =
{
β ∈ H4 ∩ H2 ∩ L2( 1

g0δ
), ‖β‖L2 = 1,‖β‖H4 ≤ K1, ‖β‖H2 ≤ K2, β(0) = 0

}

donde Hp es el espacio de Sobolev con la norma
p∑

γ=0

∥∥f (γ)
∥∥

2 [2].

Ejemplo del test de una población contra dos poblaciones [2]

Hemos indicado en la introducción las dificultades que un enfoque usual pro-
duce. Vamos entonces a comenzar por detallar una parametrización localmente
cónica.

Sea Γ ⊂ R, Γ compacto, g0 = fγ0 y g = {πfγ1 + (1 − π)fγ2}
Ponemos β = (γ, δ), γ ∈ Γ, δ ∈ [0, M ] y gθ,β = θ

N(β)fγ+(1− θ
N(β) )fγ0+ θ

N(β) δ

con N (β) =
∥∥∥δ 1

g0

∂fγ

∂γ 1γ=γ0 + fγ−g0
f0

∥∥∥
H

donde H es L2(g0ν)

Suponemos que
1) N(β) = 0 si y solamente si γ = γ0 y δ = 0 (propiedad de independencia

lineal de las funciones fγ−g0
g0

y de sus ĺımites)

2) fγ ∈ C5 y sup
|γ−γ0|<ε

∣∣∣ f i
γ

g0

∣∣∣ ∈ H para un ε > 0 y i ∈ [2, 5] ,

D =
{

d, d = 1
N(β)

fγ−fγ0+δfγ′
0

fγ0

}
,

distinguimos además di =
f
(i)
γ0

fγ0∥∥∥∥∥
f
(i)
γ0

fγ0

∥∥∥∥∥
H

, i = 1,2 y u = 〈d1, d2〉H

Teorema 7 [2]
Bajo las hipótesis precedentes y si D es una clase de Donsker, si ξd es un pro-

ceso canónico con trayectorias continuas entonces el estad́ıstico de test converge

en ley a sup
{

1
2 sup

d∈D
ξ2
d1ξd≥0,

1
2ξ2

d1
+ 1

2ξ2
d2−ud

1/
√

1−u2
1d2−ud

1/
√

1−u2>0

}

Comentario
La demostración consiste en utilizar un desarrollo de Taylor en θ con β

fijo. Pero este desarrollo no puede detenerse en el segundo orden, es necesario
desarrollar hasta el orden 5 y la parte útil sobre la cual se hace la optimización
es entonces un polinomio en θ

N(β) de grado 4. Esto refleja la no-identificabilidad
y parece ser un fenómeno bastante general que se encuentra en otros modelos.
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El desarrollo se detiene gracias a un control de los parámetros, que también es
de tipo mucho más general que el caso de mezclas, y que se traduce aqúı por:
existen constantes A y B tales que si Φ = δ

N(β) , entonces δ ≤ A

Φ
1
3
, N(β) = B

Φ
2
3
.

Este tipo de control es posiblemente uno de los puntos más interesantes del
modelo localmente cónico. En la presentación heuŕıstica de este modelo hecha
en la introducción, hemos señalado la dificultad importante que hab́ıa para
separar el tratamiento en dos casos que corresponden a dos sub-modelos. Esta
separación se obtiene utilizando de manera bastante complicada el control de
los parámetros señalado anteriormente.

5 Prueba de una mezcla de q poblaciones contra
una mezcla de p poblaciones

Mantenemos las mismas notaciones (fγ)γ∈Γ donde Γ, compacto en Rk es el
conjunto de las densidades de probabilidad posibles.

g0 =
q∑

l=1

π0
l fγl,0

La alternativa es

gp = {gπ,α =
p∑

i=1

πifγi}

que suponemos identificables en sentido débil, es decir que la medida µ =∑p
i=1 πiδγi define una mezcla única. La parametrización localmente cónica se

define de la manera siguiente:
a) B = (λ1, . . . , λp−q , γ

1, . . . , γp−q , δ1, . . . , δq , ρ1, . . . , ρq) tales que

λi ≥ 0, γi ∈ Γ, i = 1, . . . , p − q, δl ∈ Rk, ρl ∈ R, l = 1, . . . , q

y
p−q∑

i=1

γi +
q∑

l=1

ρl = 0 y
p−q∑

i=1

λ2
i +

q∑

i=1

ρ2
i +

q∑

i=1

‖δi‖2 = 1

b) H = L2(g0ν) y

N(β) =
∥∥

q∑

l=1

π0
l

k∑

i=1

δl
i

1
g0

δfγ

δγi

∣∣
γ=γl,0 +

p−q∑

i=1

γi
fγi

g0
+

q∑

l=1

ρl
fγ l, 0

g0

∥∥
H

entonces

g(θ, β) =
p−q∑

i=1

γi
θ

N(β)
f i

γ +
q∑

l=1

π0
l = ρl

θ

N (β)
fγl,0+ θ

N(β)δl
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con
π0

l + ρl
θ

N(β)
≥ 0

Esta parametrización puede parecer compleja pero es local y adaptada al pro-
blema del test: perturbamos de un lado los parámetros de g0 y añadimos una
perturbación independiente que es mezcla de otras p − q densidades, mezcla
que va a tender a cero. Una dificultad técnica consiste en escoger una buena
permutación de los parámetros para asegurar la identificabilidad en θ = 0. El
algoritmo de selección es el siguiente: calculamos

min
l=1...q i=1...p

‖γl,0 − γi‖ ,

sean l1 e i1 los puntos donde este ḿınimo se alcanza; definimos entonces la
perturbación Γ por σ(p − q + l1) = i1 e iteramos eliminando los puntos l1 e i1.
Completamos aśı la permutación. La definición conduce a la condición

θ

N(β)
≤ ρ + 2q sup

γ∈Γ
‖γ‖2

y entonces N(θ) → 0 ⇒ θ = 0. El espacio de los gradientes D ⊂ S(H), esfera
unitaria de H, es entonces el espacio de

1
N (β)

( q∑

l=1

π0
l

k∑

i=1

δl
i

Dl
ifγl,0

g0
+

p−q∑

l=1

γl

f l
γ

g0
+

q∑

l=1

ρl
fγl,0

g0

)

con β ∈ B ; ξd es el proceso gaussiano común en una clase de Donsker D [2]
(para verificarlo en todos los casos clásicos, se utiliza un cálculo de entroṕıa o
de entroṕıa con corchetes, que es fácil porque D es de tipo paramétrico finito).
Suponemos que los conjuntos de funciones

((fγl

g0

)
l=1,...,p1

,
(fγl,0

g0

)
l=1,...,q

,
(Dl

ifγl,0

g0

)
l=1,...,q,i=1,...,k

,
(D2

ijfγl,0

g0

)
l=1,...,p2

i,j=1,...,k

)

son linealmente independientes en H para toda selección de p1, p2, p1+p2 ≤ p−q
y γl distintos de γl,0. Ponemos:

D1 =
{∑q

l=1
∑k

l=1 λl,kD1
i

f
γl,0

g0

}

D2 =
{∑p1

l=1 µl
fγl

g0
+

∑q
l=1 ρ̃l

fγl,0

g0
+

∑q
l=1 λl,1

Dl
ifγl,0

g0

+
∑p2

l=1
∑k

i,j=1 τlaiaj
D2

ijfγl,0

g0

}

con p < p − q − 1, p1 + p2 ≤ p − q, µl > 0,
q∑

l=1
µl +

q∑
l=1

ρ̃l = 0, τl ≥ 0. Entonces

las funciones de D1 y D2 son ortogonales.
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Teorema 8 Bajo estas hipótesis y las hipótesis de dominación introducidas
en el teorema 7, el estad́ıstico de test converge en ley a

sup
{

sup
d∈D

1
2
ξ2
d1{ξd≥0} ; sup

d1∈D1,d2∈D2

1
2
(ξ2

d1
+ 1{ξ2

d2
≥0})

}

6 Test del orden de un proceso ARMA[3]

Sea un proceso Xn estacionario, gaussiano, centrado, dado por la ecuación de
recurrencia

Xn + a1Xn−1 + . . . + apXn−p = εn + b1εn−1 + . . . + bqεn−q

donde εn es el ruido de innovación y donde los polinomios P (z) y Q(z), P (z) =
1 +

∑p
γ=1 aγzγ, Q(z) = 1 +

∑q
γ=1 bγzγ no tienen ráıces en el ćırculo unitario

cerrado.
La densidad espectral es f(x) = σ2

2π | Q
P (e−ix) |2. Suponemos que la ver-

dadera densidad espectral está asociada a (σ2
0, Q0, P0). Llamamos (p, q) al orden

del modelo y queremos contrastar (p0, q0) contra (p, q), donde (p0, q0) son los
grados de (P0, Q0) y p0 ≤ p, q0 ≤ q. El modelo no es identificable (cf [14]).
Hannan y Veres han resuelto el problema de contrastes en casos particulares
[18], [20] donde (p = p0 + 1, q = q0 + 1).

Llamamos 1
ui

, i = 1 . . . q0 y 1
ti

, i = 1 . . . p0 los ceros y los polos de f0,
que suponemos distintos para simplificar. Ponemos r = min(p − p0, q − q0) y
suponemos por ejemplo que r = p − p0 entonces s = q − q0 − r.

Definimos entonces la representación localmente cónica de las densidades
espectrales de la manera siguiente. Ponemos

β = (δ, µ, τ, c, γ, ν)

donde δ ∈ R, µ ∈ Cq0 , τ ∈ Cq0 , c ∈ Cr, γ ∈ Cr, ν ∈ Cs y ‖µ‖2 + ‖τ‖2 + ‖γ‖2 +
‖ν‖2 = 1 y además

f(θ, β)
(
eix

)
=

(
σ2

0 + θ
N(β)δ

2π

) ∣∣∣∣

q−0∏
i=1

(1−(ui+ θ
N(β)µi)z)

p−0∏
i=1

(1 − (ti + θ
N(β) ti)z)

∣∣∣∣
2

×
∣∣∣∣

r∏

i=1

(1 − (ci + εi
θ

N(β)γi)z)

(1−(ci+(1−ε1) θ
N(β)γi)z)

∣∣∣∣
2∣∣∣∣

s∏

i=1

(
1 −

( θ

N(β)
νi)z

)∣∣∣∣
2
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donde z = eix, εi = 1 si |ci − ti| < |ci − ui| y εi = 0 si |ci − ti| ≥ |ci − ui|,
i = 1 . . . r y donde

N (β) =

∥∥∥∥∥
δ

σ2
0

+
p0∑

i=1

(
τiz

1 − τiz
+

τ̄i

z − τ̄i
) −

q0∑

i=1

(
µiz

1 − υiz
+

µ̄i

z − ῡi
)

+
r∑

i=1

(
(1 − 2εi − γiz

1 − ciz
+

1 − 2εi)γ̄i

z − c̄i
−

s∑

i=1

(νiz +
ν̄i

z
)

∥∥∥∥∥
H

con H = L2
(
(0,2π), dx

2π

)
. Seleccionamos como en el párrafo precedente una

permutación de los polos y de los ceros de fθ,β de manera que fθ,β = 0 ⇔ θ = 0
(con un algoritmo similar).
Tenemos θ

N(β) ≤ 2(p0 + q0 + r + s) y entonces N(β) → 0 ⇒ θ → 0. Definimos
entonces como antes el espacio de gradientes D ⊂ S(H) y los espacios D1 y D2,
no daremos aqúı los detalles (cf [3]) donde D1 y D2 son tales que D̄ −D = D1 ⊕
D2. Nos interesa ahora el test de verosimilitudes aproximadas, más simple de
implementar que el test de verosimilitudes, donde la verosimilitud aproximada
de Whittle [14] está dada por su logaritmo:

Cn(f) = n log 2π +T X(n).Tn(
1
f

).X(n) + n log σ2

= n log 2π + n log σ2 + In(
1
f

)

Cn(f) = n log 2π + n log σ2 + In(
1
f

)

donde

In(υ) =
∫ π

−π

υ(eix)
∣∣

n∑

k=1

Xkeikx
∣∣2 dx

2π

Teorema 9
El estad́ıstico del test de verosimilitud aproximada converge a

sup
{

sup
d∈D

1
2
ξ2
d1{ξd≥0}; sup

d1∈D1,d2∈D2

1
2
(ξ2

d1
+ ξ2

d2
1{ξd2≥0})

}

cuando p = p0+1, q = q0+1 , caso particular tratado por Hannan (p0 = q0 = 0)
y Veres, la ley ĺımite se reduce a

sup
d∈D

1
2
ξ2
dµξd≥0 .
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7 Estimación por máximo de verosimilitud del
orden y de los parámetros del modelo.

Curiosamente es la parte clásicamente más desarrollada de la teoŕıa. Las difi-
cultades debidas a la degeneración de la información de Fisher que encontramos
en el problema del test no existen y el problema es, en alguna medida, exac-
tamente el mismo con grandes dificultades de cálculo e implementación que el
problema tratado en 1. Ajustar el modelo lo mejor posible nos lleva a tomar un
orden tan elevado como sea posible. Debemos entonces recurrir a un método
de penalización y entonces utilizar como función de objetivo para determinar el
orden y los parámetros.

Un(r,α) − A(r)`(n)

donde Un(r,α) es la log-verosimilitud del modelo de orden r para un valor α de
los parámetros. Para una función de penalización A(r)`(n) escogida como en la
primera parte se obtiene un teorema de consistencia para r̂n definida por

r̂n = max
p

(
Un(p, α̂n) − A(p)`(n)

)

donde α̂n es el estimador de máximo de verosimilitud para el modelo de orden
p. Sobre el caso ARMA se puede consultar [14] y los resultados de 2 sobre las
mezclas permiten extender este tipo de resultado. De nuevo, el problema de
selección optimal de `(n) está abierto.
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