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Resumen

Este estudio esta enfocado en comparar diversos métodos de particiéon del
analisis de conglomerados, usualmente conocidos como métodos no jerarqui-
cos. En este trabajo, se realizan estudios de simulacién para comparar los
resultados obtenidos al implementar los algoritmos k-medias, k-medianas,
PAM y Clara cuando los datos son multivariados y de tipo continuo. Adi-
cionalmente, se efectia un estudio de simulacién con el fin de comparar
algoritmos de particién para datos cualitativos, confrontando la eficiencia de
los algoritmos PAM y k-modas. La eficiencia de los algoritmos se compara
usando el indice de Rand ajustado y la tasa de correcta clasificacién. Final-
mente, se aplican los algoritmos a bases de datos reales, las cuales poseen
clases predefinidas.

Palabras clave: algoritmos de conglomerados, medida de similaridad, si-
mulacién.

Abstract

This study is oriented to compare several partition methods in the con-
text of cluster analysis, which are also called non hierarchical methods. In
this work, a simulation study is performed to compare the results obtained
from the implementation of the algorithms k-means, k-medians, PAM and
CLARA when continuous multivariate information is available. Additionally,
a study of simulation is presented to compare partition algorithms qualitative
information, comparing the efficiency of the PAM and k-modes algorithms.
The efficiency of the algorithms is compared using the Adjusted Rand Index
and the correct classification rate. Finally, the algorithms are applied to real
databases with predefined classes.
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1. Introduccién

El analisis de conglomerados es una técnica de andlisis exploratorio, defini-
do dentro de los métodos multivariantes de clasificacion, que permite separar en
diferentes clases o grupos a un conjunto de objetos o individuos, de modo que
todos los que pertenecen a una misma clase son homogéneos entre si y dife-
rentes de aquellos objetos que pertenecen a una clase distinta. Este método de
agrupacion es muy utilizado hoy en dia en diferentes areas, tales como, estudios
de segmentacion de clientes en el area financiera (Abonyi & Feil 2007), biologia
(Quinn & Keough 2002, Der & Everitt 2006), ecologia (McGarigal, Cushman &
Stafford 2000), entre otros, puesto que la mayoria de las veces no utiliza ningin
supuesto estadistico para llevar a cabo el proceso de agrupaciéon. Los algoritmos
de agrupamiento méas conocidos son los métodos jerarquicos y los métodos de par-
ticiébn o no jerarquicos, aunque existen otros métodos basados en densidades o
modelos probabilisticos (Kamber & Han 2006).

En los métodos de particiéon, el conjunto de datos es inicialmente distribuido
en un niumero pre-especificado de conglomerados k, el que puede ser aleatorio, y
luego iterativamente se asignan las observaciones a los conglomerados hasta que
se satisface algun criterio de parada. Entre estos métodos, el més utilizado es el
algoritmo k-medias (MacQueen 1967, Anderberg 1973), sin embargo, existen otros
algoritmos denominados k-medianas, PAM y Clara (Kaufman & Rousseeuw 1990),
los cuales no han sido ampliamente difundidos, razon por la cual no se utilizan con
frecuencia.

El presente trabajo tiene como propoésito entregar un panorama acerca de los
métodos de particiéon més comunes, abordando su estructura algoritmica e im-
plementacion. La contribucién estd relacionada con comparar la efectividad de
los algoritmos para determinar y separar los grupos, usando distintos esquemas
de simulacion que incluyen datos generados a partir de distribuciones normales y
Skew-Normales para el caso cuantitativo y distribuciones multinomiales para el
caso cualitativo (ver Leiva 2008).

En una primera etapa, el presente trabajo entrega resultados relacionados con
la comparacion de los métodos de clasificacion k-medias, k-medianas, PAM y Clara
cuando se dispone de datos numéricos continuos, en diversos escenarios de agru-
pacion. Luego, se comparan los algoritmos k-modas y PAM cuando se dispone de
datos cualitativos. A partir de estudios de simulacién se extraen las caracteristicas
y diferencias mas relevantes, para posteriormente aplicarlos a bases de datos reales
expuestos en la literatura. La implementacién y aplicacién se realizan usando el
software libre R (R Development Core Team 2010).

El trabajo estara organizado de la siguiente manera. En la secciéon [2] se defini-
ran los algoritmos de particién que intervendrén en el presente estudio. La seccion
Bl presentara los esquemas de simulacion y resultados bajo los cuales se implemen-
taron considerando la presencia de datos continuos y categoéricos separadamente.
La seccion [ mostrara los resultados de aplicar los algoritmos a bases de datos
reales, expuestos en la literatura, para finalmente, en la seccién [, presentar las
conclusiones més relevantes.
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2. Algoritmos de particién

Se definen como algoritmos que permiten construir k£ particiones de las obser-
vaciones, donde cada particién representara a un conglomerado, segmento o grupo,
y son utiles cuando existe ignorancia del investigador frente a la clasificacion de
observaciones, y éste dispone simultidneamente de un significativo nimero de varia-
bles o caracteristicas. El algoritmo inicia considerando una division inicial, luego,
busca encontrar el mejor agrupamiento reubicando los objetos de un grupo a otro,
hasta que se optimice una funcién objetivo especifica, la cual actiia como crite-
rio de parada (Kamber & Han 2006). Intuitivamente, una clasificacién adecuada
deberia considerar que la dispersiéon dentro de los grupos sea la menor posible.

Estos algoritmos son en general de implementacion rapida, pero sufren incon-
venientes en la especificacion de semillas o particiones iniciales (Hartigan 1975).
Este problema puede ser solucionado aplicando algiin método jerarquico previo,
tal como se hard mas adelante. En las subsecciones siguientes se presenta la meca-
nica y las principales caracteristicas de los algoritmos involucrados en el presente
estudio.

2.1. k-medias

El algoritmo k-medias es uno de los métodos de particion més difundidos y po-
pulares. La génesis del algoritmo menciona a MacQueen (1967) como su precursor,
a partir del cual se presentan diversas variaciones tales como aquellas propuestas
por Anderberg (1973) y Hartigan (1975).

El algoritmo funciona como sigue. Dado un nimero inicial de conglomerados
k, el objetivo del algoritmo es minimizar la distancia euclidea de los elementos
dentro de cada conglomerado, respecto a su centro. La similitud de los objetos
dentro de cada conglomerado es medida respecto a su vector de promedios, llamado
generalmente centroide. El criterio de parada usado es el error cuadratico medio

definido por
k

E=> Y (X-M)(X-M) (1)
=1 Xec;

donde X es el punto en el espacio que representa a los objetos dados y M; es el
vector de promedios del conglomerado c;, ambos vectores de RP. Existen varias
formas de implementar el algoritmo, pero bésicamente sigue los pasos expuestos
en el algoritmo 2111

2.1.1. Algoritmo

1. Seleccionar arbitrariamente los k objetos que seran los centros o centroides
iniciales de los conglomerados.

2. Se asigna cada objeto al conglomerado con el centroide méas cercano, con
base en el valor medio de los objetos en el conglomerado.
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3. Se recalculan los centros de los conglomerados es decir se actualiza la media.

4. Se iteran los pasos 2 y 3 hasta que se alcance la convergencia del criterio de
parada, o hasta que los centroides se modifiquen levemente.

Caracteristicas relevantes de este algoritmo es que a menudo termina en un
6ptimo local, es escalable y eficiente en procesos que involucran grandes conjuntos
de datos, y la complejidad computacional del algoritmo es del orden de nkt, donde
t es el namero de iteraciones y n el numero de objetos o individuos (Han, Kamber
& Tung 2001). Es de célculo rapido y trabaja bien con valores faltantes o “missing”;
sin embargo, es sensible a valores extremos, ya que distorsiona la media y el criterio
de parada.

Entre sus mayores debilidades podemos senalar su sensibilidad a la selecciéon de
los centroides iniciales. Méas ain, si las elecciones de diferentes centroides producen
finales diferentes o la convergencia es muy lenta, quizds no existan agrupaciones
naturales en los datos. La mayoria de las variaciones que existen del algoritmo
difieren en la eleccion de los centroides iniciales, no obstante, es usual que esta
selecciéon se realice de forma aleatoria dentro del conjunto total de datos. Otra
opcién esta relacionada con que el propio investigador especifique los centroides.

Una alternativa mas objetiva para seleccionar el nimero de centroides iniciales
se basa en determinarlos a partir de la aplicacién previa de algin método de
conglomerados jerarquico aglomerativo (Pefia 2002), induciendo al algoritmo 212

2.1.2. Algoritmo

1. Aplicar un método de conglomerado jerdrquico y guardar los k centros que
resulten del anélisis.

2. Se asigna cada objeto al conglomerado con el centroide mas cercano, con
base en el valor medio de los objetos en el conglomerado.

3. Se recalculan los centros de los conglomerados, es decir, se actualiza la media.

4. Se iteran los pasos 2 y 3 hasta que se alcance la convergencia del criterio de
parada, o hasta que los centroides se modifiquen levemente.

El algoritmo [2.1.2 ser4 denominado méas adelante k-medias jerarquico.

2.2. k-medianas

Descriptivamente, la mediana es una medida méas robusta que la media, puesto
que no se ve influida por valores extremos; el algoritmo k-medianas funciona de
forma similar al algoritmo k-medias, sustituyendo el vector de promedios por el
correspondiente vector de medianas como centro del conglomerado. En este caso se
utiliza la distancia de Manhattan en vez de la distancia euclidea al cuadrado como
medida de disimilitud (Anderson, Gross, Musicant, Ritz, Smith & Steinberg 2006).
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Los vectores de medianas de los objetos en cada conglomerado seran denotados
por Me ={Mey,...,Mey}.

Usando la medida de distancia de Manhattan, la funcién por minimizar esta
dada por la siguiente expresion:

POV Me) = >0 37 WX~ Ml 2
=1 Xeq
donde Me; es el vector de medianas del I-ésimo conglomeradoy W = [Wh, ..., W]

es una matriz de pesos con dimensién n x k, cuyos vectores columnas son W; =
k

(wig, ..., ww), paral =1...,k, con >,_; wy = 1, donde wy € (0,1), para todo

i=1,....n,j=1,... k.

2.2.1. Algoritmo

1. Seleccionar arbitrariamente los k objetos que seran los centros o centroides
iniciales de los conglomerados. El tipo de seleccion inicial de centroides es
analogo a los presentados en el algoritmo k-medias.

2. Asignar cada punto al conglomerado con el centroide méas cercano, a través
de la distancia de Manhattan.

3. Calcular el nuevo conjunto de centroides de los conglomerados, calculando
la mediana de los nuevos grupos formados.

4. Se iteran los pasos 2 y 3 hasta que se minimice la funcién objetivo (2), o
hasta que los centroides apenas se modifiquen.

El algoritmo k-medianas tiene la misma complejidad computacional que el
algoritmo k-medias. Al ser bastante similar al algoritmo k-medias, es también
sensible a la seleccion de los centroides iniciales; la ventaja que presenta es que la
mediana no esta influida por los valores extremos, por lo que se logra un método,
en teoria, mas robusto. Notese que este algoritmo no estd implementado en los
softwares tradicionales.

2.3. k-medoids

Estos métodos fueron introducidos por Kaufman & Rousseeuw (1987). Estan
basados en el uso de objetos actuales del conjunto de datos para ser los repre-
sentantes de los conglomerados, denominados medoids. Estos medoids se definen
como los puntos localizados lo mas al centro posible de cada conglomerado y son
representativos de la estructura de los datos. Cada objeto restante es agrupado
con el medoid mas cercano, e iterativamente estos algoritmos realizan todos los
intercambios posibles entre los objetos representativos y los que no lo son, hasta
que se minimice una medida de disimilitud entre los k-medoids y los vectores de
observaciones que forman los conglomerados (Kamber & Han 2006).
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En este grupo encontramos los algoritmos “Partition Around Medoids” (PAM)
y “Clustering Large Applications” (Clara). Tanto el algoritmo PAM como el Clara
se encuentran implementados en el software R-gui y permiten ingresar una matriz
de disimilitudes definida por el analista. Esto presenta una ventaja, pues es posible
incorporarlo al proceso de particién cuando se dispone de datos cualitativos.

2.3.1. Algoritmo PAM

El algoritmo “Partitioning Around Medoids” (PAM) es un método tipo k-
medoid que intenta determinar k particiones de n objetos determinando los objetos
representativos de cada conglomerado (Ng & Han 1994). Para encontrar los k me-
doids, PAM empieza con una seleccion arbitraria de k objetos representativos. En
cada iteracion hace un intercambio entre un objeto seleccionado, O;, y uno no
seleccionado, Oy, si y solo si el intercambio mejora la calidad del agrupamiento.

El efecto de tal intercambio entre O; y O se mide a través de una funcién
de costo, es decir, el algoritmo calcula los costos Cj;, para todos los objetos no
seleccionados O;. Segin el caso en el cual O; se encuentre, C;, puede ser definido
por una de las siguientes expresiones:

Caso 1: Suponga que actualmente O; pertenece al conglomerado representado
por O;. Ademaés, O; es mas similar a Oj2 que a Op, donde O;z es el segun-
do medoid maés similar a O;. Entonces, si O; es remplazado por O, como
un medoid, O; perteneceria al conglomerado representado por Ojs. De esta
forma el costo del intercambio es dado por:

Cjin = d(Oj, 0j2) — d(0;, 0;)
Esta ecuacion siempre da un valor no negativo.

Caso 2: Suponga que O; pertenece actualmente al conglomerado representado
por O;. En este caso O; es mds similar a O que a Oj2. Entonces, si O; es
remplazado por Oy, O; perteneceria al conglomerado representado por Oy,.
El costo es dado por:

Cjin = d(0j,0n) — d(0;, 0;)
A diferencia del caso anterior, Cj;, puede ser positivo o negativo.

Caso 3: Suponga que O; pertenece actualmente al conglomerado representado
por Ojz y O; es mas similar a O;2 que a Oy,. Entonces, aun si O; es rempla-
zado por Oy, O; permaneceria en el conglomerado representado por Ojz. De
esta manera el costo seria:

Cjih =0

Caso 4: Suponga que O; pertenece actualmente al conglomerado representado
por Ojz, pero O; es menos similar a Oj2 que a Op. Entonces, remplazando
O; por Oy, causaria que O; fuese representado por Oy, desde el conglomerado
Ojz. De esta manera el costo es dado por:

Cjin = d(Oy,0n) — d(0;, 0j2)
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Este costo es siempre negativo.

Combinando los cuatro casos, el costo total de remplazar O; por Oy, esta dado
por TC;, = Zj Cjin. La funcion d(-) es una la medida de distancia o disimili-
tud que se utiliza entre los objetos. Por defecto se usa la distancia euclidea. La
estructura del algoritmo PAM se puede visualizar en el algoritmo

2.3.2. Algoritmo

1. Seleccionar arbitrariamente k£ objetos representativos, los cuales seran los
k-medoids iniciales.

2. Calcular T'Cy;, para todos los pares de objetos O;, O donde O; es actual-
mente un medoid, y Op, no lo es.

3. Seleccionar el par O;, Oy, el cual corresponda al ming, o, {T'Cip}- Si el minimo
TC; es negativo, se intercambia O; con Op; regresar al paso 2.

4. Repetir el paso 2 y 3 hasta que no haya cambio.

5. Asignar cada objeto a su medoid més cercano.

La principal ventaja del algoritmo PAM es la robustez del método en presencia
de ruido u “outliers”, pues el calculo del medoid estd menos influido por ellos u
otros valores extremos. PAM comienza a ser muy costoso a medida que el tamano
muestral n y el nimero de iteraciones k£ aumentan, siendo una de las principales
desventajas de este algoritmo, razén por la cual es eficiente s6lo para bases de
datos pequenas (Han et al. 2001).

2.3.3. Algoritmo Clara

El algoritmo Clara, separa multiples muestras de la base completa y aplica
el algoritmo PAM sobre cada una de ellas; luego, encuentra los conjuntos de k-
medoids de las muestras. El principal motivo de Kaufman & Rousseeuw (1990)
para proponer este algoritmo fue debido a la deficiencia del algoritmo PAM pa-
ra trabajar con bases de datos con grandes voltimenes de informacién. Si estas
muestras son realmente representativas de toda la base de datos, los medoids de
las muestras deberian acercarse a aquellos que se hubiesen escogidos de la base de
datos completa. Segin estos autores, los resultados experimentales indican que 5
muestras con (40 + 2k) objetos cada una, producen resultados satisfactorios. La
calidad del agrupamiento es medida con la disimilitud media de todos los datos,
y no solo aquellos objetos considerados en las muestras (Ng & Han 1994).

2.3.4. Algoritmo

1. Para ¢ =1 a 5 repetir los siguientes pasos.
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2. Seleccionar una muestra aleatoria de s = (40 + 2k) objetos de la base com-
pleta.

3. Ejecutar el algoritmo PAM sobre la muestra, para encontrar los k medoids
de esta muestra.

4. Para cada objeto O; de la base completa, determinar su medoid més cercano
y agruparlos.

5. Calcular la disimilaridad media del agrupamiento obtenido. Si este valor es
menor al minimo actual, usar este valor como el minimo actual y conservar
los k& medoids obtenidos en el paso 3 como el mejor conjunto de medoids
obtenidos.

6. Retornar al paso 1 y comenzar con la préxima iteracién.

La efectividad de Clara depende tanto del tamano de la muestra como de
su calidad. Note que PAM busca los mejores k medoids entre un conjunto total
de datos, mientras que Clara busca los mejores k& medoids entre las muestras
seleccionadas del conjunto total de datos. Clara no podria encontrar la mejor
agrupacion si los mejores k medoids no son seleccionados dentro de las muestras.

El algoritmo Clara presenta una complejidad mayor en cada iteracion, puesto
que depende adicionalmente del tamano de la muestra seleccionada (Han et al.
2001).

2.4. k-modas

La mayoria de las aplicaciones realizadas bajo los algoritmos de particién se
ha centrado en datos numeéricos, cuyas propiedades pueden ser explotadas para
definir naturalmente las funciones de distancia entre los objetos. Sin embargo,
las aplicaciones en segmentacion contienen conjuntos de datos que incluyen datos
categoricos cuyas funciones de distancia o disimilitud no estédn definidas natural-
mente.

Una debilidad importante del algoritmo k-medias es su incapacidad de trabajar
con datos que no sean numeéricos. Huang (1998) present6 un algoritmo para traba-
jar con un entorno categorico. La idea de Huang fue extender el algoritmo k-medias
al ambito categoérico denominandolo k-modas, teniendo en cuenta algunas modi-
ficaciones, tales como: usar una medida de disimilitud de correspondencia simple
para datos categoricos, remplazar las medias de los grupos por sus respectivas
modas y utilizar un método basado en frecuencias para actualizarlas.

El algoritmo k-modas utiliza el mismo proceso que el k-medias, lo que preserva
su eficiencia y es altamente deseable en los andlisis de agrupaciéon de datos.

Es asi como X = (Xy,...,X,) representa un conjunto de n objetos descri-
tos por un conjunto de m atributos y frecuencias denotadas por A; y p;, res-
pectivamente. Entonces, los objetos X; son representados por un vector del tipo
[®i1, Ti2, - - ., Tim]. Ademés X; = X, si y solo si z;; = z,; para 1 < j < m, que
significa que los dos objetos tienen iguales categorias para los distintos atributos.
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Como medida de disimilitud entre dos objetos categéricos, se usard el total
de discordancias de los correspondientes valores de los atributos entre dos objetos
(Kaufman & Rousseeuw 1990), definido por:

XMX Zé xzkax]k (3)
k=1

donde
0, (zir =xjk)

O(wig, Tj1) = { 1, (zik # zjK)

Al usar la medida de disimilitud para objetos categoricos (3), la funcién obje-
tivo por minimizar es:

kK n m
= Zzzw1l5 :Z:’Lj)qu (4)

1=1 i=1 j=1

sujeto a
k

Zwilzlywue(O,l)conlgign,lglgk
=1

donde w;; € W, W es una matriz de n X k, y los elementos w;; = 1 indica que el

objeto X; es asignado al claster C;. Ademés, @ = [Q1, ..., Qx| es un conjunto de
vectores de modas representantes de los k grupos, es decir, la matriz @) actia como
centroide, donde Q; = (qi1,---,qm)’, | = 1,..., k. De acuerdo con lo propuesto

por Andreopoulos, An & Wang (2006), en la practica es utilizado el algoritmo
241

2.4.1. Algoritmo
1. Seleccionar las k modas iniciales para cada claster.
2. Para cada objeto X

e Calcular la disimilitud entre el objeto X y las modas de todos los clis-
ters.

e Insertar el objeto X dentro del claster cuya moda sea la mas similar al
objeto X

e Actualizar las modas de los clusters.

3. Calcular de nuevo la disimilitud de los objetos con las modas actuales. Si un
objeto es mas similar a la moda de otro cluster que su actual moda, reasignar
el objeto a ese clister y actualizar ambas modas.

4. Repetir 3 hasta que los objetos no hayan cambiado después de probar el ciclo
completo del conjunto de datos.
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Tal como el algoritmo k-medias, los resultados arrojados por el k-modas pro-
duce 6ptimos locales, éstos dependen de las modas iniciales y del orden de los
objetos en el conjunto de datos. Su complejidad computacional es igual a la del
algoritmo k-medias.

El algoritmo k-modas original (Huang 1998) presenta ciertas debilidades tanto
en la asignacion de los objetos como en la seleccién de los centros de los conglo-
merados, ya que la medida de disimilitud usada no considera la relacién implicita
integrada en los valores categoricos y esto produce grupos con una similitud interna
mas débil (He, Xu & Deng 2007).

Por las razones antes mencionadas se han realizado diversos estudios para me-
jorar el algoritmo k-modas original, como He, Deng & Xu (2005) que modifica el
algoritmo considerando las frecuencias de los valores del atributo en la medida de
disimilitud. Ng, Li, Huang & Zengyou (2007) abordan de manera mas pertinente
el algoritmo presentado en He et al. (2005). Recientemente He et al. (2007) pre-
sentaron diversos esquemas para ponderar el valor del atributo en el agrupamiento
k-modas.

3. Simulaciéon

3.1. Simulacién para datos continuos

Los algoritmos por comparar en esta seccion son k-medias, k-medianas, PAM y
Clara, y adicionalmente un quinto algoritmo, el cual es una variacion del algoritmo
k-medias, pero con la eleccion de los centroides iniciales resultantes de un agrupa-
miento por método jerarquico (método de Ward), que para efectos de notacion sera
denominando “k-medias jer.”. La literatura usual aborda la aplicacién de estos mé-
todos considerando sélo datos reales. Recientemente, un estudio desarrollado por
Velmurugan & Santhanam (2010), compara la eficiencia de los algoritmos k-medias
y k-medoids a través de datos simulados en términos del tiempo, concluyendo que
el algoritmo k-medias demora mas que k-medoids.

Lo anterior motivo a realizar el estudio usando siete tipos de esquemas de con-
glomerados y aplicAndolos a 5 y 8 grupos, respectivamente, tal como se ilustra en
la figura [ siguiendo aquellos expuestos en algunos textos especializados y las re-
ferencias que éstos contienen (SAS Institute Inc. 2008). El trabajo de Velmurugan
& Santhanam (2010) no presenta los distintos esquemas analizados en esta inves-
tigacion y que efectivamente se pueden dar en la practica. Esto hace la diferencia
de otros articulos, donde la aplicacion de éstos considera sélo tres conglomerados
en datos reales y simulados (Hae & Chi 2009), siendo diez el méaximo de grupos
analizados bajo sélo dos esquemas de conglomerados, encontrado en Velmurugan
& Santhanam (2010). Para esta investigacion, la eficiencia de los algoritmos se
mide en cada escenario, a través de los indices de Rand ajustado o “ARI” (Hubert
& Arabie 1985) y las respectivas tasas de correcta clasificacion (TCC) consideran-
do un determinado algoritmo. El total de simulaciones por cada esquema fue de
50, considerando que se obtuvieron los mismos resultados al aplicar una cantidad
mayor de éstas.
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F1GUuRrA 1: Esquemas de simulacién para datos continuos.
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3.1.1. Resultados de las simulaciones

Analizando las tablas[yR2len forma global, es posible observar que el algoritmo
que tiene, en promedio, ambos indices menores tanto para cinco como para ocho
grupos, considerando todos los esquemas, es el algoritmo k-medias. A pesar de no
existir grandes diferencias entre los otros cuatro algoritmos, el que presenta indices
medio mayores es el algoritmo PAM y k-medias jerarquico.

TaBLA 1: Medias del indice de Rand ajustado y de la tasa de correcta clasificacion en 5
grupos. Datos simulados - caso cuantitativo.

5 clasters

Esquema k-medias  k-medias jer.  k-medianas PAM Clara

Bien separados  ARI 0,9141 0,9991 0,9991 0,9991  0,9985
TCC  0,9279 0,9996 0,9996 0,9996  0,9995

Skew-Normal ARI 0,8706 0,9995 0,9995 0,9996  0,9995
Bien Sep. TCC 0,8726 0,9998 0,9998 0,9998  0,9998
Confundidos ARI 0,7843 0,7884 0,7820 0,7873  0,7611
TCC  0,9035 0,908/ 0,9053 0,9078  0,8945

Skew-Normal ARI 0,8156 0,8286 0,8067 0,8281  0,8049
confundidos TCC 0,9173 0,9257 0,9155 0,9219  0,9139
Diferente Tam. ARI 0,8490 0,9537 0,9529 0,9547  0,9504
y dispersion TCC  0,8604 0,9729 0,9721 0,9736  0,9712
Alargados ARI 0,6181 0,6389 0,6130 0,7251  0,7122
TCC  0,7449 0,7716 0,7568 0,8762  0,8673

No convexos ARI 0,6927 0,7181 0,7535 0,7558  0,7356
TCC 0,8193 0,8641 0,8859 0,8848 0,8721

Media ARI 0,7921 0,8466 0,8438 0,8642 0,8517
TCC  0,8637 0,9203 0,9193 0,9377 0,9312

SD ARI 0,1041 0,1423 0,1454 0,1177  0,1268
TCC 0,0642 0,0825 0,0851 0,0528  0,0580

Al realizar la comparacion entre el ARI y el TCC por cada esquema, se nota
que las conclusiones sobre los algoritmos son semejantes, teniendo en cuenta que
los valores de las tasas de correcta clasificacién son valores més altos que los del
indice de Rand ajustado. Considerando lo anterior, a continuacion se analizan los
resultados de forma independiente para cada esquema sélo por medio del indice
de Rand ajustado.

Se analizan los indices medio obtenidos por cada algoritmo en cinco y ocho
clusters, resaltando el algoritmo k-medias jerdrquico para los cuatro primeros es-
quemas, seguido muy de cerca por el algoritmo basado en medoids, PAM. Este
dltimo presenta los mejores indices para los esquemas de grupos con “Diferente
tamano y dispersion” y “Alargados”. Finalmente, el esquema de grupos “No con-
vexo” muestra que el indice asociado al algoritmo k-medianas es el que presenta
una mejor agrupacion de los datos simulados.
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TaBLA 2: Medias del indice de Rand ajustado y de la tasa de correcta clasificacion en 8
grupos. Datos simulados - caso cuantitativo.

8 clusters

Esquema k-medias  k-medias jer. k-medianas PAM Clara

Bien separados  ARI 0,8740 0,9997 0,9997 0,9997  0,9994
TCC 0,8972 0,9999 0,9999 0,9999 0,9997

Skew-Normal ARI 0,8171 0,9994 0,9990 0,9994 0,9989
Bien Sep. TCC  0,8148 0,9998 0,9996 0,9997  0,9995
confundidos ARI 0,7272 0,7396 0,7264 0,7371  0,6468
TCC  0,8550 0,871/ 0,8600 0,8695  0.7877

Skew-Normal ARI 0,7691 0,8333 0,8156 0,8316 0,7899
Confundidos TCC 0,8548 0,9213 0,9127 0,9202 0,8925
diferente Tam.  ARI 0,8901 0,9655 0,9653 0,9665 0,9600
y Dispersion TCC  0,9083 0,9799 0,9826 0,9831  0,9797
Alargados ARI 0,5986 0,5925 0,5901 0,6878  0,6743
TCC 0,6956 0,7521 0,7431 0,8354 0,8049

No convexos ARI 0,7368 0,8364 0,8514 0,8498 0,7429
TCC  0,7659 0,9167 0,9274 0,9235 08175

Media ARI 0,7733 0,8523 0,8497 0,8674  0,8303
TCC 0,8274 0,9201 0,9179 0,9330 0,8974

SD ARI 0,0997 0,1511 0,1538 0,1262 0,1534
TCC 0,0756 0,0884 0,0927 0,0649 0,0955

3.2. Simulacién para datos cualitativos

En presencia de datos cualitativos, se propone comparar los algoritmos k-modas
y PAM, puesto que este ultimo permite la incorporacion de la matriz de distancias
o disimilitudes, en lugar de los datos originales. Respecto a la simulacién, estas
variables se generaron asumiendo distribuciones multinomiales con 2, 3 y 4 cate-
gorias. Ademaés, se consideraron probabilidades para las categorias, de tal forma

que tres grupos estén bien definidos, variando el namero de objetos en cada grupo
(k=3).

En la figura 2] se presenta un resumen de los esquemas de simulacion utilizados.
Para comparar ambos algoritmos se emplea una matriz de disimilitudes construida
a través del calculo del coeficiente general propuesto por Gower (1971), medida
adecuada en presencia de este tipo de datos.

[ Dos variables gor n distinto
3 categorias
n muy distinto
2 categorias —
[ Tres variables 3 categorias

4 categorias —
n muy distinto

FiguraA 2: Esquema de simulacién para datos categoricos.
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3.2.1. Resultados de las simulaciones

El indice de Rand ajustado y la tasa de correcta clasificacién media obtenida
en los diferentes esquemas se presentan en la tabla Bl

TaBLA 3: Medias del indice de Rand ajustado y tasa de correcta clasificacion. Datos
simulados - caso categdrico.

Dos variables Tres variables
n k-moda PAM k-moda PAM
Igual ARI 05234 0,3977  0,6598  0,5539
TCC 0,8140 0,7469 0,8286 0,8215
Distinto ARI 0,4486 0,4109 0,4028 0,4592

TCC  0,7787 0,7582  0,7613  0,7811
Muy distinto ARI  0,3984  0,3419  0,2970  0,3006
TCC  0,7547 0,7332  0,6718  0,6685

Media ARI  0,4568 0,3835  0.4199  0,4379
TCC 0,7808 0,7461  0,7539  0,7570
SD ARI 00629 0,0366 0,1322 0,1280

TCC 0,0302 0,0126 0,0787  0,0793

El valor medio del indice es relativamente bajo en todos los esquemas, apro-
ximadamente menor a 0,56; sin embargo, se puede decir que para el caso de dos
variables, el algoritmo que obtuvo mejores resultados fue el k-modas, y al aumen-
tar la cantidad de variables a tres, se presenta una mejora en los indices medios
obtenidos por PAM, considerando los esquemas en donde n es “Distinto” o “Muy
distinto”. Los indices medios més altos fueron obtenidos cuando n era igual para
todos los grupos, y apunta a que el algorimto k-modas presenta la mejor agru-
pacién de la informacién. Esto tltimo sucede de la misma manera con la tasa de
correcta clasificacion, con la diferencia de que toma valores més altos, alcanzando
un 83 % aproximado como méximo, en el caso de tres variables con n igual.

4. Aplicaciones

Las bases de datos reales se obtuvieron del UCI Machine Learning Reposi-
tory (Asuncion & Newman 2007). Para el caso continuo se utilizan seis conjuntos
de datos del UCI Repository, de los cuales todos contienen atributos continuos y
atributos de clase. En la implementacion categérica se utilizan cinco conjuntos de
datos, utilizados por He et al. (2007), de los cuales todos contienen solo atributos
categoricos y atributos de clase. Para ambos casos, los resultados son presenta-
dos considerando el respectivo indice de Rand ajustado y la tasa de clasificacion
correcta.

4.1. Resultados obtenidos de bases de datos continuos

La distribuciéon de las frecuencias de las clases se puede observar en la tabla
[ Una vez que se aplican las metodologias, tal como se observa en la tabla [l los
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cinco algoritmos no obtuvieron grandes diferencias en las tres primeras bases de
datos; sin embargo, en “Wine” y “Ecoli” PAM presenta una disminucién importante
en ARI y en su TCC. Estas dos bases de datos tienen las frecuencias con las
clases menos homogéneas, lo que puede provocar que PAM no entregue 6ptimos
resultados. En la ultima base de datos, “Image Segment”, PAM presenta mejores
resultados en comparacién con el resto de los algoritmos.

TABLA 4: Frecuencias de las clases en las bases de datos continuas.
Base de datos Clases  Atributos Casos Distribucion de las clases

Iris 3 4 150 50 ¢/u
Breast Cancer 2 30 569 357/212
Bank 2 6 200 100 c/u
Wine 3 13 178 71/59/48
Ecoli 4 7 336 143/116/52/25
Imag. Segment. 7 19 210 30 c/u

TasLA 5: Indice de Rand ajustado y tasa de correcta clasificacion para datos continuos.

Base de datos k-medias k-medias jer.  k-medianas PAM Clara
Iris 0,893 0,893 0,887 0,893 0,900
Breast Cancer 0,854 0,854 0,866 0,868 0,868
Bank 1 1 0,990 0,990 0,980
Wine 0,966 0,966 0,961 0,910 0,938
Ecoli 0,738 0,866 0,880 0,676 0,735
Imag. Segment 0,519 0,580 0,595 0,633 0,491
Media 0,828 0,860 0,863 0,828 0,819

4.2. Resultados obtenidos de bases de datos categoéricos

Tal como lo muestra la tabla[6l la distribucion de frecuencias de las primeras
bases de datos contiene frecuencias homogéneas para cada uno de los atributos.
A diferencia de los primeros ejemplos, las dos tultimas bases de datos contienen
frecuencias desbalanceadas, con valores extremos en algunos casos.

TABLA 6: Frecuencias de las bases de datos categoéricas.

Base de datos Clases  Atributos  Casos Distribuciéon de las clases
Voting 2 16 435 168/267

Breast Cancer 2 9 699 241/458
Soybean 4 35 47 10/10/10/17
Lymphography 4 18 148 2/4/61/81

Z00 7 17 101 4/5/8/10/13/20/41

Como se observa en la tabla [ para “Breast Cancer”, “Soybean” y la base de
datos de los votos del congreso (“Voting”), el algoritmo PAM muestra mejores
resultados que los entregados por el algoritmo k-modas. Sin embargo, en los dos
altimos conjuntos de datos, el algoritmo k-modas funciona mejor que el algoritmo
de los medoids.
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TaBLA 7: Tasa de clasificacion correcta de datos categoricos.
Base de datos PAM  k-modas

Voting 0,86} 0,859
Breast Cancer 0,937 0,85
Soybean 0,936 0,819
Lymphography 0,412 0,661
Zoo 0,743 0,829
Media 0,778 0,804

Una razoén por la cual el uso del algoritmo PAM con datos categéricos no da
buenos resultados en los dos tltimos conjuntos de datos podria deberse a que las
frecuencias de las clases que componen los datos difieren mucho entre si, es decir,
las frecuencias de las clases de “Lymphography” y “Zoo” son menos homogéneas
que las del resto.

5. Conclusiones

Dada la importancia que ha tomado el andlisis de conglomerados en los diversos
estudios de aplicacién, se ha querido abordar la presentacién, implementacién y
comparacién de los algoritmos de particiéon de mayor uso en la literatura. En este
trabajo se presenta un estudio de simulacién y aplicacién con el fin de exponer y
comparar los algoritmos de particion, segin distintos esquemas de agrupacion.

En el estudio de simulaciéon realizado, en el caso continuo, los algoritmos que
dieron mejores resultados fueron el k-medias jerarquico y PAM, en donde este tl-
timo sobresale en los esquemas con grupos con “Diferente tamafio y dispersion” y
“Alargados”. El algoritmo k-medianas da resultados sobresalientes en los esquemas
“No convexos”, esquema que en general tiene problemas con los valores iniciales y
con la convergencia a una dnica solucién. El algoritmo Clara present6 resultados
similares a PAM en el esquema de grupos con “Diferentes tamanos y dispersion”;
sin embargo, es mas inestable ya que trabaja con base a muestras. Para el caso
categorico, el algoritmo k-modas obtuvo mejores resultados que PAM; no obstan-
te los resultados de PAM mejoraron al aumentar la cantidad de variables. Cabe
acotar que k-modas, a diferencia de PAM, presenta resultados coherentes al consi-
derar esquemas donde las frecuencias de las clases son aproximadamente iguales.
Es evidente que si el nimero de observaciones o el tamano muestral aumenta, la
complejidad de los algoritmos también lo hara, lo que llevard a proponer la apli-
cacién de otros métodos para optimizar el tiempo de ejecucién y reducir el costo
computacional.

En las aplicaciones realizadas a datos continuos en promedio el algoritmo mas
débil fue k-medias y en cuatro conjuntos de datos los demas algoritmos dan resul-
tados muy semejantes. Por otro lado, PAM fues el que obtuvo un indice menor que
el resto en los datos asociados a “Wine” y “Ecoli”. Sin embargo, en “Imag. segment.”
el algoritmo PAM es el que da una mejor tasa de buena clasificacion. Al comparar
PAM con k-modas sucede que en las bases de datos en donde la distribucion de
las frecuencias de las clases son relativamente homogéneas, PAM entrega mejores
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resultados que k-modas, pero PAM no es eficiente al tener las frecuencias de las
clases muy heterogéneas.
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